موضوع: ارائه یک مدل جدید یادگیری به منظور آموزش طبقه‌بندی‌کننده‌های سریال
رشته
مهندسي کامپيوتر (هوش مصنوعی)
بیان مسأله
امروزه شاهد رشد عظیمی در تولید داده هستیم. فعالیت‌ها و تعامل‌های روزانه انسان‌ها، حجم چشمگیری از داده‌ها و اطلاعات را به وجود می‌آورد؛ به عنوان مثال در ارتباطات از راه دور، تراکنش های‌مالی و بانکی، شبکه‌های اجتماعی، فعالیت‌های اینترنتی عام، امور مربوط به بهداشت و درمان، پایش اطلاعات امنیتی، اطلاعات و داده‌های آماری مانند سرشماری نفوس و بسیاری موارد دیگر [  HYPERLINK \l "JHa"  1 ,  HYPERLINK \l "IoH"  2 ]. با پیشرفت چشمگیر تجهیزات سخت افزاری، هزینه ذخیره داده کم شده است؛ این در حالی است که آنالیز صحیح و استخراج اطلاعات مفید از این حجم از داده به یک دغدغه تبدیل شده است. هوش مصنوعی
 و به ویژه حوزه یادگیری ماشین
، به دنبال یافتن روش‌ها و ابزار‌های موثر جهت رفع این مشکل می باشد. 
اصلی‌ترین زمینه تحقیقاتی در حوزه یادگیری ماشین، شناسایی الگو
 است؛ یعنی استخراج اطلاعات و الگو‌های تکرار‌ شونده از داده ورودی
، که این اطلاعات برای انجام تصمیم‌گیری در مورد داده‌های نادیده
 کاربرد دارد.
بر اساس نوع پیش بینی داده‌های ‌نادیده، انواع روش‌های شناسایی الگو را می توان به دو گروه کلی روش‌های مبتنی بر دسته‌بندی
 و روش‌های مبتنی بر رگرسیون
 تقسیم‌بندی کرد. سیستم‌های مبتنی بر دسته‌بندی، سعی در ساختن مدلی دارند که خروجی آن گسسته
 می‌باشد و این خروجی در واقع برچسب کلاسی
 است که سیستم برای یک نمونه خاص پیشنهاد می‌دهد؛ در مقابل، سیستم‌های مبتنی بر رگرسیون، تابعی پیوسته
 را مدل می‌کنند و خروجی آنها به صورت عددی
 می‌باشد.
یادگیری ماشین را می‌توان به چهار دسته کلی یادگیری با نظارت
 و یادگیری بدون نظارت
، یادگیری نیمه نظارتی
 و یادگیری فعال
 تقسیم‌بندی کرد. در یادگیری با نظارت، سیستم با داده‌های آموزشی که دارای برچسب‌های کلاس معین هستند آموزش داده می‌شود. این گروه از الگوریتم‌ها که بسیار رایج نیز می‌باشند، سعی در ساخت مدلی دارند که به بهترین نحو داده‌های آموزشی را به برچسب کلاس داده شده‌ی آنها مرتبط سازند. مدل ساخته شده بر این اساس، در مرحله آزمایش
 سعی در پیش بینی برچسب کلاس داده‌های آزمایشی خواهد کرد. در مقابل این گروه از الگوریتم ها، الگوریتم های مبتنی بر یادگیری بدون نظارت، بدون دریافت برچسب کلاس داده‌های آموزشی، سعی در دسته‌بندی داده‌های آموزشی می‌کنند؛ به این نوع از یادگیری، خوشه‌بندی
 نیز گفته می‌شود. گاهی تنها بخشی از برچسب کلاس داده‌های آموزشی در دسترس است بنابر این دسته سوم از الگوریتم‌ها، یعنی الگوریتم‌های نیمه‌نظارتی، عملکردی مابین الگوریتم‌های نظارتی و الگوریتم‌های بدون نظارت دارند. در یادگیری فعال، سیستم در مرحله آموزش، با انسان تعامل دارد؛ به این صورت که انسان برچسب‌های مناسب را به داده‌‌های ورودی نسبت می‌دهد و سیستم با توجه به برچسب‌های اختصاص داده شده، به پایش اطلاعات خود و مدل آموزشی می‌پردازد.
این رساله منحصرا بر روش‌های دسته‌بندی مبتنی بر یادگیری نظارتی تمرکز دارد. به بیان رسمی‌تر، الگوریتم‌هایی که از یک مجموعه آموزشی
 مانند D، شامل n داده نمونه ورودی به فرم {(x1,y1),…, (xn,yn)} که هر نمونه متشکل از یک بردار خصیصه
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 برای مسائل K کلاسه، آموزش می‌بینند و خروجی این آموزش، یک دسته‌بندی‌کننده
 یا فرضیه
 است که در حالت ایده آل یک مرزبندی تصمیم
 دقیق برای جدا‌سازی کلاس‌ها در کل فضای [image: image8.png]


 انجام خواهد داد.
القای دسته‌بندی‌کننده ها هنگامی که تعداد داده‌های آموزشی به طرز چشمگیری زیاد باشد با مشکل رو‌به‌رو خواهد شد. این پدیده باعث به وجود آمدن مرزهای کلاس
  پیچیده می‌شود؛ یادگیری دقیق این مرز‌ها، برای دسته‌بندی‌کننده‌هایی که سعی در تولید یک قانون برای توصیف داده دارند، به چالشی عظیم تبدیل می شود. پیچیدگی این وضعیت زمانی به اوج خود می رسد که بردار خصیصه داده‌ها، دارای ابعاد بالا
 باشد.
رواج خانواده خاصی از الگوریتم‌های یادگیری ماشین، تحت عنوان الگوریتم‌های یادگیری جمعی که سعی در مواجهه و برطرف نمودن چالش‌های موجود دارند، طی سال‌های اخیر بسیار چشمگیر بوده است. این دسته از الگوریتم‌ها، موفقیت خود را مرهون عملکرد محافظه‌کارانه خود می‌باشند. در حالی که اکثر الگوریتم‌های یادگیری از القای یک دسته‌بندی‌کننده برای توصیف داده استفاده می‌کنند، الگوریتم‌های یادگیری جمعی از تعداد زیادی یادگیر‌های ضعیف
، که قدرت پیش بینی آنها اندکی بهتر از حدس تصادفی
 است، بهره می برند. به بیان دیگر، ایده اصلی الگوریتم​های یادگیری جمعی، به‌کارگیری چندین یادگیر و ترکیب نتیجه پیش​بینی آن​ها به عنوان یک گروه از دسته‌بندی‌کننده‌ها و بالا بردن دقت کلی
 یادگیری است. به هر یک از اعضای موجود در این گروه از یادگیر​ها، یادگیر پایه
 گفته می​شود. در مسائل دسته​بندی، الگوریتم یادگیری جمعی به عنوان سیستم دسته​بندی چندگانه
، ائتلاف دسته‌​بندی‌کننده ​ها
، کمیته​ای از دسته‌​بندی‌کننده​ها
 و یا ترکیب دسته‌بندی‌کننده​ها
 نیز خوانده می​شود. پیش​بینی هر یک از اعضا ممکن است به صورت یک عدد حقیقی
، برچسب کلاس، احتمال پسین
 و یا هر چیز دیگری باشد. چگونگی ترکیب رأی اعضای الگوریتم، در نتیجه​گیری نهایی بسیار مهم است که شامل میانگین‌گیری، رأی به اکثریت
 و روش‌های احتمالی می​شود.
ویولا و جونز [  HYPERLINK \l "Jon"  3 ] در سال 2001 برای اولین بار قوانین روش‌های مبتنی بر یادگیری جمعی را به کمک مفهوم یادگیری کلان-به-جزیی
 توسعه دادند. با این گام عظیم، آنها روشی را ابداع کردند که انجام دسته‌بندی دقیق و سریع بر روی مجموعه داده‌های تشخیص چهره
، که شامل صدها هزار داده بودند، را امکان پذیر می ساخت. روش ابداعی آنها به صورت یک ساختار سريال بود که دسته‌بندی‌کننده‌های جمعی را در لایه‌های متوالی به صورتی کنار هم قرار می‌داد که لایه‌های اولیه شامل تعداد کمی از دسته‌بندی‌کننده‌ها بود و این تعداد در لایه‌های بعدی به مرور افزایش می‌یافت. این روش تاثیر بسزایی در تولید دسته‌بندی‌کننده های پیمانه‌بندی‌شده
 و دقیق داشت که به طبع، نه تنها در زمینه تشخیص چهره، بلکه در زمینه‌های مختلف کاربرد داشت. با این حال آموزش دسته‌بندی‌کننده‌های موثر با استفاده از روش ویولا و جونز، به علت زمانبر بودن بیش از حد مرحله آموزش، تقریبا مقرون‌به‌صرفه نبود.
در تلاشی برای کاهش زمان آموزش دسته‌بندی‌کننده‌های سريال در مواجهه با مجموعه داده‌های بسیار بزرگ، بارکزاک و همکاران4] یک روش سریال تودرتو ارایه کردند. آنها نام روش خود را PSL
 نهادند که بیانگر دسته‌بندی‌کننده‌های تودرتوی سريال متشکل از دسته‌بندی‌کننده‌های قوی موازی در هر لایه است. 
ساختار سريال کلاسیک ارایه شده توسط ویولا و جونز برای مسائل دو‌کلاسه تعریف شده است و الگوریتم آنها برای حل مسائلی که داده‌های مربوط به کلاس مثبت در مقایسه با داده‌های متعلق به کلاس منفی به شدت کم‌پیشامد
 هستند، کارایی دارد. همچنین مدل‌ها و الگوریتم‌های توسعه یافته بر اساس ساختار پیشنهادی ویولا و جونز نیز بیشتر متمرکز بر حل مسائل با داده‌های نامتوازن هستند. بنابراین یکی از اصلی‌ترین اهداف این مطالعه، طراحی مدلی از دسته‌بندی‌کننده‌های سريال است که برای مسائل چندکلاسه و نه لزوما نامتوازن، مناسب باشند. به طور کلی تمرکز این مطالعه بر ارایه مدلی نوین از ساختار‌های سریال تودرتو با هدف افزایش دقت دسته‌بندی‌کننده‌های سريال است. 
مشارکت این تحقیق نه تنها بر حل نامتوازن و کم‌پیشامد، بلکه بر حل مسائلی با توزیع داده‌ای متوازن است؛ همچنین در این مطالعه، برآنیم که از ساختارهای سریال به عنوان ابزاری برای رفع نیاز به پیدا کردن [image: image10.png]


‌ی بهینه در روش KNN، استفاده کنیم. به صورت فهرست‌وار
اهمیت و ضرورت مسأله
امروزه ایجاد و آموزش بهینه دسته‌بندی‌کننده های مستحکم و سریع به یکی از مهمترین دغدغه‌های علم هوش مصنوعی و به ویژه حوزه یادگیری ماشین بدل شده است. با رشد روز افزون در حجم و سرعت تولید داده، نیاز به تولید دسته‌بندی‌کننده‌های دقیق و سریع بیش از پیش حس می شود و در واقع یک چالش محسوب می شود. روش‌های یادگیری جمعی طی سالیان اخیر اثبات کرده‌اند که برای رفع مشکلات یاد شده گزینه‌های مناسبی هستند.
روش‌های یادگیری جمعی، گروهی از مدل های ضعیف را تولید می‌کنند که با تلفیق مناسب و هوشمندانه خروجی آنها می توان به یک دسته‌بندی‌کننده قوی دست یافت. این روش‌ها زمانی که از الگوریتم‌های تقویتی در ساختار سریال بهره می‌برند، کارایی به مراتب بالاتری از خود نشان می‌دهند.
 استفاده از شیوه تقسیم-و-تسخیر یا همان separate-and-conquer در زمان آموزش هر لایه از ساختار سریال، دلیل قدرت یادگیر‌های جمعی سریال می‌باشد؛ علاوه بر آن، تعیین مرزهای تصمیم موارد جزیی در دور‌های نخست ساختار سریال انجام می‌شود و در دور‌های آتی این مرز پالایش شده و موارد سخت‌تر را در بر خواهد گرفت. عملکرد مدل کلاسیک ساختار سريال، در مواجهه با مسائل دوکلاسه، به این صورت است که نمونه‌های غیر هدف که در لایه‌های اولیه یاد گرفته می‌شوند از سیستم حذف شده و با نمونه‌های سخت‌تر جایگزین می‌شوند؛ که می‌توان از این استراتژی با نام bootstrapping یاد کرد. با این روند، یادگیری بهینه کلان-به-جزیی یا همان learning coarse-to-fine حاصل می‌شود.
اهداف پژوهش
اهداف اصلی این تحقیق عبارتند از:
· حل مسائل چندکلاسه با توزیع داد‌ه‌ای متوازن و نامتوازن به کمک ساختاری نوین از دسته‌بندی‌کننده‌های سريال
· بالا بردن دقت دسته‌بندی‌ در زمینه حل مسائل چندکلاسه، با استفاده از ساختار سريال دسته‌بندی‌کننده‌ها
· استفاده از ساختار سريال برای رفع نیاز به پیدا کردن بهترین [image: image12.png]


 در روش k-نزدیک‌ترین همسایه
مرور منابع و پیشینه تحقیق:

اکثر تحقیقات در زمینه یادگیری ماشین متمرکز بر مسائل دوکلاسه هستند. شماری از تکنیک‌های موفق و معروف یادگیری ماشین، نظیر طبقه‌بندی‌کننده‌های تقویتی
، بردارهای پشتیبان
 [  HYPERLINK \l "CoC"  5 ] و روش RIPPER6] در اصل برای مسائل دوکلاسه طراحی شده‌اند [  HYPERLINK \l "ACL"  7 ]. البته لازم به ذکر است که روش RIPPER با هدف حل مسائل چندکلاسه تعریف شد اما این روش در واقع حاصل ترکیب دو روشREP 8] وIREP [  HYPERLINK \l "JFu94"  9 ] می‌باشد که هر دوی این روش‌ها در حوزه‌ی مسائل دوکلاسه تعریف شده‌اند. اما واقعیت این است که بسیاری از مسائل طبقه‌بندی در دنیای واقعی ابدا دوکلاسه نیستند بلکه متعلق به مسائل چندکلاسه می‌باشند. احتمال طبقه‌بندی نادرست در مسائل چند‌کلاسه بسیار بالاست و این احتمال با بالا رفتن تعداد کلاس‌ها، به سرعت افزایش می‌یابد7]. بنابراین واضح است که رسیدن به دقت بالا، در مسائل چندکلاسه، بسیار مشکل‌تر از مسائل دوکلاسه است.
تاکنون روش‌های موثر متفاوتی برای حل مسائل چندکلاسه ارائه شده است. این روش‌ها را می توان به دو دسته کلی تقسیم کرد:
روش‌های مبتنی بر تقسیم-و-تسخیر
 
روش‌های مبتنی بر تفکیک-و-تسخیر

دسته روش‌های تقسیم-و-تسخیر بر مبنای ایجاد درخت تصمیم‌گیری
 بر روی داده‌های آموزشی استوار هستند. به این صورت که نقاط تصمیم‌گیری
 در هر لایه از درخت تصمیم‌گیری، بر اساس آزمایش بر انواع ویژگی‌های
 داده، محاسبه می‌شود و داده‌ها بر اساس این آزمایش، طبقه‌بندی می‌شوند. این روند به صورت بازگشتی
 آنقدر انجام می‌شود تا زمانی که دقت مورد نظر کسب شود. از جمله الگوریتم‌های متعلق به این دسته، می‌توان بهCART  [  HYPERLINK \l "LBr"  10 ]،ID3  11]، C4.5 [  HYPERLINK \l "WWC1"  6 ] و توسعه یافته آن C5.0 اشاره کرد که پیچیده‌ترین روش‌های القای درختی
 در دو دهه اخیر هستند12].
در روش‌های مبتنی بر تفکیک-و-تسخیر، الگوریتم در هر زمان فقط بر یک کلاس تمرکز می‌کند. به بیان دیگر الگوریتم‌های این دسته سعی دارند که در هر زمان، قوانینی
 را تولید کنند که بیشترین تعداد داده متعلق به کلاس جاری را به درستی پیدا کرده و تا حد ممکن داده‌های غیر از آن کلاس را نادیده بگیرند. پس از هر دور تولید قانون به روش مذکور، داده‌هایی که درست دسته‌بندی شده‌اند از داده‌های آموزشی حذف شده، سپس مابقی داده‌ها در دورهای آینده به صورت تکرار شونده
، با روالی مشابه، مورد آموزش قرار می‌گیرند. الگوریتم‌هایی نظیرPRISM [  HYPERLINK \l "Cen87"  13 ]، IREP9] و RIPPER [  HYPERLINK \l "WWC1"  6 ] از معروف‌ترین و موثرترین الگوریتم‌های این دسته می‌باشند.
به طور کلی روش‌های مبتنی بر تقسیم-و-تسخیر، بیشتر بر بالا بردن دقت تمرکز دارند؛ در حالی که روش های مبتنی بر تفکیک-و-تسخیر از سادگی و سرعت بالاتر، در ازای کاهش نسبی دقت، بهره می‌برند.
فرنک و ویتن در سال 1998 سعی کردند که دو روش تقسیم-و-تسخیر و تفکیک-و-تسخیر را از طریق استفاده از روش القای جزئی درخت تصمیم‌گیری
، ترکیب کنند14]. روش آنها در واقع یک روش مبتنی بر تفکیک-و-تسخیر بود که تفاوت اصلی آن با سایر روش‌های این دسته در چگونگی تولید قوانین در هر دور از اجرای الگوریتم بود. الگوریتم آنها بر ساختن درخت تصمیم‌گیری هرس شده
  در هر دور بر داده‌های موجود و برگزیدن برگ با بیشترین پوشش
، استوار بود. این روش ترکیبی، بیش‌هرس‌شدگی
 را  تخفیف می‌دهد اما نیاز به بهینه‌سازی سراسری
 دارد [  HYPERLINK \l "IoH"  2 ]. 
سایر روش‌های اتخاذ شده در راستای حل مسائل چندکلاسه، از روش‌های موفق در زمینه مسائل دوکلاسه بهره می‌جویند؛ به این صورت که سعی دارند این روش‌ها را بر مسائل چندکلاسه به گونه‌ای تطبیق دهند. این در حالی است که به کار گرفتن این استراتژی ساده نیست و در بسیاری از مواقع کاملا غیر عملی است15]. اچ اس یو و لین [  HYPERLINK \l "CWH"  16 ] طی تحقیقی نشان دادند که استفاده از بردارهای پشتیبان در این شرایط موجب بالا رفتن هزینه آموزش به طرز قابل توجهی می‌شود. بنابر دلایل ذکر شده، یکی از روش‌های متداول، به جای تطبیق دادن الگوریتم‌های حوزه دوکلاسه برای شرایط چندکلاسه، شکستن مساله چندکلاسه به تعدادی مساله دوکلاسه می‌باشد17]. مزیت استفاده از این روش این است که پیچیدگی برای القای یک طبقه‌بندی‌کننده
 در این شرایط کاهش می‌یابد. همچنین وقتی که دو برچسب کلاس
 در هر مقطع زمانی با هم مقایسه می‌شوند امکان جداسازی خطی
 آنها بسیار بالاست؛ این در حالیست که چنین امکانی در زمانی که همه برچسب‌های کلاس‌ها با هم در نظر گرفته شوند، وجود ندارد.
بنابر تحقیقات و مطالعات اخیر متخصصان در حوزه طبقه‌بندی مسائل چندکلاسه، استفاده از طبقه‌بندی‌کننده‌های سریال
 برای مواجهه با چالش‌های موجود، هنوز به صورت یک مساله حل نشده و باز پابرجاست [  HYPERLINK \l "CZh"  18 ]. از جمله روش‌های متداول ارائه شده در زمینه طبقه‌بندی‌کننده‌های سریال برای حل مسائل چندکلاسه، می توان به ساخت طبقه‌بندی‌کننده‌های سریال برای هر کلاس و استفاده جداگانه و موازی هر یک از این طبقه‌بندی‌کننده‌های سريال و همچنین ساختن درخت‌های ردیاب سريال
 اشاره کرد.
Boosting 19] یک روش کلی برای بهبود دقت یادگیر‌های ضعیف، توسط یک پروسه تکرار‌شونده است. شپیر در سال 1990 اثبات کرد که یادگیر‌های ضعیف، که عملکرد آنها اندکی بهتر از حدس تصادفی است، می توانند طوری با هم ترکیب شوند که یک یادگیر قوی و دقیق را تشکیل دهند.
روش Boosting همانند Bagging از باز‌نمونه‌گیری
 داده‌ها و تلفیق خروجی یادگیر‌ها با استفاده از رای به اکثریت، بهره می‌برد. اما Boosting، عملیات باز‌نمونه‌گیری را طوری انجام می‌دهد که تمرکز یادگیری بیشتر به سمت نمونه‌های سخت‌تر معطوف شود.
الگوریتم اصلی و ابتدایی Boosting، سه دسته‌بندی‌کننده ضعیف را به وجود می‌آورد. اولین دسته‌بندی‌کننده ضعیف با نام c1، توسط زیر مجموعه داده‌ای تصادفی S1 آموزش داده می‌شود. دسته‌بندی‌کننده بعدی با نام c2 با زیر مجموعه داده‌ای  S2، که نیمی از آن متشکل از نمونه‌های درست دسته‌بندی شده توسط c1 و نیمی دیگر از نمونه‌های غلط دسته‌بندی شده توسط c1 است، آموزش داده می‌شود. در نهایت دسته‌بندی‌کننده c3 توسط S3 آموزش داده می‌شود که S3 شامل نمونه‌هایی است که c1 و c2 در مورد آنها اتفاق نظر ندارند.
با فرض خطای tε برای بهترین دسته‌بندی‌کننده t عضو یک یادگیر جمعی و اینکه هر کدام از دسته‌بندی‌کننده‌ها دارای خطای کمتر از 5/0 باشند، یعنی [image: image14.png]f(e) <0.5



 ، شپیر نشان داد [  HYPERLINK \l "RES90"  19 ] که خطای الگوریتم boosting جمعی دارای کرانه بالای زیر می‌باشد: 

	(1-1) 
	[image: image16.png]f(gt) =3e, — 2‘9:



                                              


 این بدان معنی است که یادگیر جمعی تقویتی همیشه بهتر از هر یک از یادگیر‌های پایه‌اش عمل می‌کند. به علت وجود این نکته جالب، boosting توجه بسیاری از محققین را به خود جلب کرد. قابل ذکرترین محصول از روش‌های boosting را می‌توان الگوریتم AdaBoost دانست که در ابتدا برای حل مسائل دوکلاسه پیشنهاد شد. کارایی
 تضمین شده‌ی این الگوریتم باعث شده که به یکی از موثرترین روش ها در زمینه هوش محاسباتی
 بدل شود [  HYPERLINK \l "RPo06"  20 ]. موفقیت این الگوریتم باعث به وجود آمدن گونه‌های بسیاری از آن و همچنین بسط‌هایی برای حل مسائل چندکلاسه شد که در ادامه این فصل برخی از آنها معرفی خواهند شد.
روش تحقیق:

روش LogitBoost سريال تودرتو 
کلیات روش
در این روش، از شبکه‌ای از دسته‌بندی کننده‌ها استفاده شده است که به گونه‌ای، تقلیدی از روش وارسی اعتبار[image: image18.png]


-دسته‌ای [image: image20.png]


-مرتبه
، در هر لایه از این ساختار سريال مورد استفاده قرار گرفته است. این ویژگی باعث می‌شود که این ساختار از یک وارسی بلادرنگ و آنی بهره‌مند شود؛ چرا که، در هر زیر لایه، نمونه‌ها به مجموعه‌های
 زیادی تفکیک می‌شوند و با گرفتن رای به اکثریت از همه دسته‌بندی‌کننده‌های آموزش دیده‌ی هر لایه، می‌توان به دقت بالایی دست یافت. 
از دیدگاه دیگر، می‌توان این روش را اقتباسی از روش bagging دانست؛ به این علت که، درصد نمونه‌های آموزشی، با انتخاب تعداد دفعات و تعداد دسته‌های موجود مناسب در هر زیر لایه، قابل کنترل و تنظیم است.
جزییات روش
ساختار سریال پیشنهادی، شامل [image: image22.png]


 لایه است که هر لایه به [image: image24.png]SS



 زیرلایه شکسته می‌شود. هر زیرلایه در بر دارنده‌ی [image: image26.png]


 دسته‌بندی کننده پایه است، که در این تحقیق از دسته‌بندی کننده LogitBoost به علت پایداری قابل توجه آن در برابر داده‌های نویزی و همچنین سرعت بالا در فرایند دسته‌بندی، استفاده شده‌ است؛ اما این نکته باید در نظر گرفته شود که استفاده از سایر دسته‌بندی‌کننده‌ها به عنوان دسته‌بندی کننده پایه، هیچ منعی ندارد و قدرت الگوریتم پیشنهادی، تنها در نوع ساختار آن نهفته است. ورودی هر کدام از این دسته‌بندی‌کننده‌ها وابسته به جایگشتی از داده‌ها است که به هر یک از [image: image28.png]


 دسته تعلق می‌گیرد. لازم به ذکر است که مقادیر [image: image30.png]


 و [image: image32.png]SS



 کاملا قابل تنظیم است و بسته به نوع کاربرد سیستم می‌توانند تغییر کنند. 
به عنوان توضیح بیشتر در مورد عملکرد سیستم در هر لایه، به این مثال توجه کنید: فرض کنید که تعداد دسته ها ([image: image34.png]


) برابر با 5 باشد، بنابر این در هر زیرلایه از لایه‌ی جاری، کل داد‌ه‌های ورودی به لایه‌، به 5 گروه مجزا که در واقع جایگشتی از کل داد‌ه‌ها می‌باشند، تقسیم می‌شوند. دسته‌ی اول موجود در زیرلایه اول، توسط کل داده‌ها به غیر از گروه اول از گروه‌های پنجگانه، آموزش می‌بیند و داده‌های گروه اول به عنوان داده‌ی آزمایشی برای دسته نخست کنار گذاشته می‌شود؛ دسته‌های بعدی از زیرلایه اول به همین منوال آموزش داده‌ می‌شوند. به بیان دیگر، هر دسته با 80% از کل داده‌های ورودی لایه، آموزش می‌بیند و 20% باقی مانده، که برای هر دسته غیر تکراری می‌باشد، به عنوان داد‌های آموزشی برای آن دسته مورد استفاده قرار می‌گیرد. به این ترتیب، هر کدام از زیرلایه‌ها، برای هر یک از داده‌های ورودی لایه، یک و تنها یک رای خواهد داشت. رای نهایی لایه، برای هر یک از داده‌های ورودی با استفاده از رای به اکثریت وزن‌دار محاسبه می‌شود. وزن رای هر کدام از زیرلایه‌ها برابر با عکس دقت آن زیرلایه است. 
زمانی که کار یک لایه به پایان رسید، برای یک نمونه‌ی خاص اگر تعداد رای‌های درست زیرلایه‌های متعلق به لایه‌ی جاری به آن نمونه، ازآستانه‌ی از پیش تعیین شده‌ مانند [image: image36.png]


 بیشتر باشد، آنگاه آن نمونه به عنوان نمونه‌ی درست دسته‌بندی‌ شده
 تلقی می‌شود. آستانه [image: image38.png]


 ‌به صورت زیر تعریف می‌شود:
	
	[image: image39.png]V, = S5, % SS






که در این رابطه، [image: image41.png]5SSy



 یک کسر است که آستانه [image: image43.png]


 قابلیت تنظیم خود را از این پارامتر می‌گیرد و [image: image45.png]SS



 تعداد زیرلایه‌ها می‌باشد.
نمونه‌هایی که به لایه بعد راه پیدا می‌کنند، از دو بخش تشکیل می‌شوند: 1) نمونه‌هایی که نتوانسته‌اند از حد آستانه [image: image47.png]


 گذر کنند یا به عبارتی نمونه‌هایی که در گروه نمونه‌های درست دسته‌بندی شده قرار نمی‌گیرند و 2) درصدی از پیش تعیین شده از نمونه‌های درست دسته‌بندی شده که به صورت تصادفی از میان داده‌های درست دسته‌بندی شده انتخاب می‌شوند. که این درصد را از این به بعد [image: image49.png]Pc



 می‌نامیم. این پارامتر نیز قابل تنظیم بوده و بسته به کاربرد سیستم می‌تواند کم یا زیاد شود. در واقع انتخاب نمونه‌هایی از میان داده‌های درست دسته‌بندی شده، با هدف کمک به سیستم برای یادگیری بهتر و پایین نیامدن عمومیت آن است. مابقی داده‌های درست دسته‌بندی شده، از سیستم حذف می‌شوند. 
هر چه که لایه‌ها به پیش می‌روند، با نمونه‌های سخت‌تر مواجه خواهند شد؛ به همین علت بایستی با آهنگ پیوسته [image: image51.png]


، پارامتر [image: image53.png]5SSy



 بعد از عبور از هر لایه کاهش یابد در غیر این صورت فرایند یادگیری به سرعت متوقف خواهد شد. تمام مراحل ذکر شده باید تا زمانی که دقت میانگین لایه آخر از آستانه‌ی معین al بیشتر است، ادامه یابد. پارامتر al  نیز برای کاربرد‌های مختلف، قابل تنظیم است. روند آموزش ساختار پیشنهادی، به صورت شبه کد در الگوریتم 6. آورده شده است.
در فاز آزمایش، یک نمونه از کلیه لایه‌های این ساختار سريال عبور خواهد کرد و برچسب آن، با گرفتن رای به اکثریت از همه لایه‌ها تعیین می‌شود.
به منظور بررسی تاثیر هر یک از پارامترهای استفاده شده در الگوریتم پیشنهادی اول، تعداد زیادی از ترکیبات مختلف این پارامترها با مقادیر مختلف، آزمایش شده است که در فصل نتایج، هفت ترکیب از آنها ،که قابلیت تمیز دادن بیشتری داشته‌اند، گزارش شده است. 
ساختار سریال پایش داد‌ه‌ها به کمک الگوریتم -[image: image55.png]


نزدیک‌ترین‌همسایه 
یکی از چالش‌های مطرح در استفاده از الگوریتم [image: image57.png]


-نزدیک‌ترین‌همسایه، پیدا کردن بهترین مقدار برای پارامتر [image: image59.png]


 است. انتخاب [image: image61.png]


، به شدت وابسته به ویژگی‌های داده‌ است. به‌طور کلی، هر چه که بزرگ‌تر باشد تاثیر نویز بر روند دسته‌بندی کمتر خواهد بود [  HYPERLINK \l "BSE11"  53 ]در مقابل، مرز تصمیم‌گیری بین کلاس‌ها مبهم و غیر دقیق می‌شود. دقت الگوریتم [image: image63.png]


-نزدیک‌ترین‌همسایه، در صورت وجود نویز یا خصیصه‌های غیر مرتبط
 می‌تواند به شدت کاهش یابد. بنابراین هدف روش پیشنهادی دوم ، بررسی میزان تاثیرگذاری استفاده از الگوریتم‌ [image: image65.png]


-نزدیک‌ترین‌همسایه، در ساختار سريال پیشنهاد شده است؛ به طوری که، لزوم انتخاب بهترین [image: image67.png]


 رفع شود. 
 در الگوریتم پیشنهادی، ابتدا کلاس‌های اقلیت و اکثریت شناسایی می‌شوند؛ سپس، داده‌ها به دو دسته‌ داده‌های آموزشی و آزمایشی تقسیم می‌شوند. که داده‌های آموزشی 80% و داده‌های آزمایشی 20% از کل داده‌ها راتشکیل می‌دهند. همان‌طور که می‌دانید، در الگوریتم [image: image69.png]


-نزدیک‌ترین‌همسایه، مرحله آموزش صریحی وجود ندارد؛ بنابراین، در روش پیشنهادی، داده‌های آموزشی بدون تغییر باقی می‌مانند و مانور اصلی بر داده‌های آزمایشی خواهد بود.
شیوه‌ی عملکرد الگوریتم پیشنهادی به این صورت است که در لایه‌های اولیه، [image: image71.png]


 بزرگ انتخاب می‌شود و در لایه‌های بعدی کوچکتر می‌شود و این روند تا رسیدن [image: image73.png]


 به 1 ادامه خواهد یافت. به علت اینکه معمولا الگوریتم [image: image75.png]


-نزدیک‌ترین‌همسایه، به ازای [image: image77.png]k =+n



 ، که [image: image79.png]


 همان تعداد نمونه‌های آموزشی است، عملکرد خوبی را از خود نشان می‌دهد54 [,55]
، در الگوریتم پیشنهادی، مقدار اولیه [image: image81.png]


 برای لایه نخست نیز برابر با ریشه دوم تعداد نمونه‌های آموزشی انتخاب شده‌است. به این ترتیب، ساختار سريال پیشنهادی متشکل از [image: image83.png]Vn



 لایه خواهد بود. هر لایه توسط داده‌های آموزشی مشابهی آموزش داده می‌شوند. در لایه اول، داده‌های آزمایشی توسط اولین KNN
 برچسب‌گذاری می‌شوند. در روندی مشابه با ساختار سريال ویولا و جونز، اگر به داده آزمایشی برچسب کلاس متعلق به کلاس اکثریت اختصاص داده شود، داده از سیستم حذف می‌شود و به لایه بعدی راه پیدا نمی‌کند. در مقابل، اگر برچسب کلاس اقلیت به داده اختصاص داده‌ شد، بایستی داده به لایه بعد منتقل شود و تنها در صورتی برچسب کلاس اقلیت به داده اختصاص نهایی پیدا می‌کند، که آن داده از لایه آخر سیستم نیز برچسب کلاس اقلیت را دریافت کند.
برای بررسی میزان تاثیر این روش در رفع نیاز به پیدا کردن بهترین [image: image85.png]


 در روش KNN، در فصل نتایج، روش پیشنهادی دوم با روش KNN به ازای مقادیر مختلف [image: image87.png]


 مقایسه خواهد شد.
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